
Inteligencia Artificial:
Tipos y Ejemplos 



Inteligencia Artificial: Aplicaciones

Asistentes Virtuales
Reconocimiento Facial
Diagnóstico Médico 
Automatizado
Vehículos Autónomos
Bots para Juegos
Recomendaciones de 
Contenido
Traducción Automática
Detección de Fraude
Reconocimiento de Voz

Publicidad Dirigida
Chatbots 
Finanzas
Generación de Contenido
Optimización de Rutas 
Control de Calidad
Monitoreo de Redes Sociales
Robots de Limpieza
Reconocimiento de Objetos
Mantenimiento Predictivo
Detección de Anomalías
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Inteligencia Artificial

Tipos de inteligencia artificial

Simbólica

Sistemas 
basados en 

reglas

No Simbólica

Sistemas 
basados en 

agentes

Aprendizaje 
Automático

Minería de 
datos

Conocimiento 
Experto, 

Optimización 
y Simulación

Datos



IA y campos 
relacionados

Inteligencia 
Artificial

Estadística Bases 
de Datos

Rec. de 
Patrones

Sistemas 
Expertos

Minería de 
Datos

Aprendizaje 
Automático

Deep 
Learning

Lógica, 
Planeamiento, 
Razonamiento

Robótica



https://medium.com/swlh/the-map-of-artificial-intelligence-2020-2c4f446f4e43

Mapa 
de IA



https://www.ai-gakkai.or.jp/en/resource/aimap/

Mapa 
de IA







Sistemas Expertos
● DENDRAL (1965-1970) - Identificación de estructuras moleculares en 

química.
● XCON (1978) - Configuración de sistemas de computadoras.
● PROSPECTOR (1977) - Exploración geológica.
● CLIPS (1985) - Entorno de desarrollo de sistemas expertos.
● ISIS (1987) - Planificación de procesos de fabricación.

Sistema Experto

Usuario Experto
Base de 

Conocimiento
ReglasInterfaz de 

Usuario



Sistemas Expertos

Sistema Experto

Usuario Base de 
Conocimiento

ReglasInterfaz de 
Usuario

Consulta

Respuesta



Sistema Experto

Experto
Base de 

Conocimiento
ReglasInterfaz de 

Usuario

Sistemas Expertos



Ontologías

Temperatura

Temperatura 
Corporal

Baja temperatura, 
frigidez

Caliente

Frío

Ártico, Gélido, 
Glacier, Polar, Helado

atributo antónimo

SimilarHipernimia

● ¿Cómo almacenar conocimiento?
● Bases de datos para sistemas de 

IA (generalmente expertos)



Ontologías
https://link.springer.com/chapter/10.1007/978-3-540-30463-0_58



● 1998: Gene Ontology- Clasificación de funciones biológicas 
y genes en biología.

● 2000: SUMO  Ontología para integrar diferentes dominios 
de conocimiento.

● 2002: SNOMED CT  Terminología clínica utilizada para la 
codificación y representación del conocimiento médico.

● 1984: Cyc  Ontología para representar el conocimiento 
común del sentido común y el razonamiento lógico.

● 1995: WordNet  Base de datos léxica para la relación entre 
palabras y conceptos en el lenguaje natural.

● 2011: YAGO Ontología derivada de Wikipedia y WordNet 
● 2014 BioPortal Repositorio de ontologías biomédicas para 

la investigación y aplicaciones en medicina.

Ontologías Conocidas



Planificación, Optimización, y Toma de Decisiones

● Planificación: Determina la secuencia de acciones 
necesarias para alcanzar una meta.

● Optimización: Encuentra la mejor manera de ejecutar ese 
plan de manera eficiente y con el menor costo posible.

● Toma de decisiones: En cada paso del plan u optimización, 
selecciona la mejor acción, considerando los cambios en el 
entorno y la incertidumbre.

● Ejemplo: En el contexto de un robot autónomo, el sistema 
debe planificar una ruta para llegar a un destino 
(planificación), asegurarse de que esa ruta minimiza el 
tiempo o la energía (optimización), y en cada paso del 
camino, decidir cómo actuar frente a obstáculos o cambios 
imprevistos (toma de decisiones).



Planificación, Optimización, y Toma de Decisiones

Objetivo: Encontrar un plan (una secuencia de acciones) que 
permita alcanzar un estado deseado desde un estado inicial

Aplicaciones: Robótica (planificación de movimientos), 
planificación logística, control de tráfico, gestión de recursos.

Ejemplo: Un robot que debe planificar cómo recoger varios 
objetos dispersos en una sala, evitando obstáculos y 
optimizando el tiempo.



Inicial: En(A), Nivel(Bajo), 
CajaEn(C), BananasEn(B), 
~Tiene(Bananas)
Final: Tiene(Bananas)

Planificación: STRIPS (1971)

Acción Precondición Poscondición

Mover(X,Y) En(X),Nivel(Bajo) ~En(X), En(Y)

Subir(Y) En(Y), CajaEn(Y),Nivel(Bajo) ~Nivel(Bajo), Nivel(Alto) 

Bajar(Y) En(Y), CajaEn(Y),Nivel(Alto) ~Nivel(Alto), Nivel(Bajo) 

MoverCaja(X,Y) En(X),Nivel(Bajo),CajaEn(X)
~En(X), En(Y), 

CajaEn(Y),CajaEn(X)

TomarBananas(X) BananasEn(X),Nivel(Alto),En(X) Tiene(Bananas)

A CB

Plan óptimo:

1. Mover(A,C)

2. MoverCaja(C,B)

3. Subir(B)

4. TomarBananas(B)

● Primer Lenguaje (no algoritmo)
● Sigue en uso



Planificación: OptaPlanner (2012)

● Planificador Open Source
● Múltiples 



Algoritmos comunes en Planificación
● A* - Usado en: HSP, Fast-Forward (FF).
● Búsqueda en Grafos con Costos Uniformes (Uniform Cost Search) - Usado en: 

STRIPS, SHOP2.
● Búsqueda en Planificación Basada en Heurísticas - Usado en: HSP, Fast-Forward 

(FF).
● Descomposición Jerárquica de Tareas (HTN) - Usado en: SHOP2.
● Problemas de Satisfacción de Restricciones (CSP) - Usado en: OptaPlanner.
● Planificación Temporal - Usado en: Temporal Fast Downward (TFD).
● Programación Dinámica - Usado en: Prodigy.
● Algoritmos Genéticos - Usado en: OptaPlanner.
● Planificación basada en Redes de Acciones Parcialmente Ordenadas (POP - 

Partial-Order Planning) - Usado en: STRIPS, Sistemas de planificación temporal.
● Monte Carlo Tree Search (MCTS) - Usado en: AlphaGo (y otros sistemas de 

juegos).



Planificación, Optimización, y Toma de Decisiones

Objetivo: Maximizar o minimizar una función objetivo (por 
ejemplo, minimizar el tiempo o maximizar la eficiencia) en base a 
restricciones dadas.
Aplicaciones: Optimización de rutas (en logística o redes de 
transporte), optimización de recursos en fábricas, planificación 
de horarios.

Algoritmos clave: Algoritmos genéticos, CSP (Problemas de 
satisfacción de restricciones), programación dinámica, 
algoritmos de optimización combinatoria, grafos.



Planificación, Optimización, y Toma de Decisiones

Ejemplo: Encontrar la ruta más corta para que un vehículo de 
reparto entregue paquetes a varios destinos, minimizando el 
tiempo y el consumo de combustible.

Fuerza Bruta Algoritmo Branch & Bound



Planificación, Optimización, y Toma de Decisiones

Objetivo: Elegir la mejor opción o acción en un momento 
determinado bajo condiciones que pueden implicar 
incertidumbre o riesgo.
Aplicaciones: Sistemas de recomendación, asistentes virtuales, 
robots autónomos, agentes inteligentes en juegos, finanzas.
Ejemplo: Un sistema de comercio automatizado que decide 
cuándo comprar o vender acciones en la bolsa, basándose en una 
combinación de modelos predictivos y condiciones del mercado.

Algoritmos clave: Árboles de decisión, Monte Carlo Tree Search 
(MCTS), aprendizaje por refuerzo, teoría de juegos, algoritmos 
bayesianos.



Toma de Decisiones: Monte Carlo Tree Search

Chaslot (2006)



Control automático

https://en.m.wikipedia.org/wiki/Proportional%E2%80%93integral%E2%80%93derivative_controller

Generalmente: fábricas, procesos, robótica



Control con PID

Proportional, Integrative, Derivative

https://en.m.wikipedia.org/wiki/Proportional%E2%80%93integral%E2%80%93derivative_controller



Control con PID

https://en.m.wikipedia.org/wiki/Proportional%E2%80%93integral%E2%80%93derivative_controller



Control con PID

https://studywolf.wordpress.com/2016/11/07/velocity-limiting-in-operational-space-control/
https://www.youtube.com/watch?v=NT1X8aEPz1M



Metaheurísticas

Optimización de funciones con múltiples heurísticas

Metaheurísticas

Evolutivas Bio-inspiradas Enjambre Basada en Física

● Evolución 
Diferencial

● Algoritmos 
Genéticos

● Optimización de 
Enjambre de 
Partículas

● Optimización de 
Colonia de 
Hormigas

● Búsqueda del Cuco
● Algoritmo del 

Murciélago

● Recocido Simulado
● Optimización 

basada en Agujeros 
Negros



Metaheurísticas: Trayectoria vs Población



Algoritmos Evolutivos

F1 F2 F3 F4 F5

I1 0 1 1 0 1

I2 1 0 1 1 1

I3 1 0 1 1 0

I4 0 1 1 0 0

F1 F2 F3 F4 F5

I3 1 0 1 1 0

I1’ 0 1 1 0 1

I2’ 1 0 1 1 0

I3’ 1 0 1 0 0

Gen 1

Gen 2

Fitness Acción

I1 20.4 Mutar

I2 15.8 Mutar

I3 45.5 Conservar

I4 2.7 Descartar

evaluar

evaluar

Fitness Acción

I3 45.5 Mutar

I1’ 5.2 Descartar

I2’ 28.3 Mutar

I3’ 52 Conservar

● Población 
○ n=4 en 

ejemplo
● Función de 

Fitness
● Operadores

○ Selección
○ Mutación

Mutar



Algoritmos Evolutivos

https://github.com/Yaaximus/genetic-algorithm-path-planning



Algoritmos Genéticos

G1 G2 G3 G4 G5

I1 0 1 1 0 1

I2 1 0 1 1 1

I3 1 0 1 1 0

I4 0 1 1 0 0

G1 G2 G3 G4 G5

I3 1 0 1 1 0

I31 1 0 1 1 1

I32 1 0 1 1 0

I4’ 1 1 1 0 0

Gen 1

Gen 2

Fitness Acción

I1 20.4 Cruzar I3

I2 15.8 Cruzar I3

I3 45.5 Mantener

I4 2.7 Mutar

instanciar y evaluar

Fitness Acción

I3 45.5 Cruzar I4

I31 5.2 Mutar

I32 28.3 Cruzar I4

I4’ 52 Mantener

● Población 
○ n=4 en 

ejemplo
● Genes

○ Codificación 
de solución

● Instanciar
○ Fenotipo

● Función de 
Fitness

● Operadores
○ Selección
○ Cruza
○ Mutación

instanciar y evaluar



Algoritmos Genéticos



Inteligencia Artificial basada en Datos
(Machine Learning/ Aprendizaje Automático)

1) Datos
2) Preprocesamiento 

+ Representación

1 2 3 C

0,5 0,8 0,1 0,1

0,6 0,2 0,4 0,9

0,6 0,7 0,3 0,2

0,2 0,1 0,2 0,3

0,6 0,5 0,9 0,3

4) Modelo3) Entrenamiento



Aprendizaje No-Supervisado

Entrada
Hipótesis 
sobre los 

datos

Entrenamiento

Modelo

Función de 
Distancia 

entre 
Imágenes

https://learnopencv.com/t-sne-for-feature-visualization/

tSNE y
K-Medias



Aprendizaje Supervisado

Entrada
Salida 

Esperada

Entrenamiento

Entrada PredicciónModelo

Entrada Mariposa

Hongo

Portaviones

Entrenamiento

Entrada

HongoModelo

Generalización



Aprendizaje Semi-Supervisado

Entrada

Salida 
Esperada

(Buena 
Calidad)

Entrenamiento

Entrada PredicciónModelo

Salida 
Esperada

(Mala 
calidad)

Entrada

Mariposa

Hongo

Portaaviones

Pizza

Entrenamiento

Entrada

HongoModelo



Aprendizaje por Refuerzo

Agente

Entorno

S
i+1 

Estado nuevo 
R

i+1 
Recompensa 

A
i
 Acción



Aprendizaje por Refuerzo



Aprendizaje por Refuerzo + Machine Learning

Agente

Entorno

S
i+1 

Estado nuevo 
R

i+1 
Recompensa 

A
i
 AcciónModelo

 de ML



Aprendizaje por Refuerzo + Machine Learning

https://www.youtube.com/watch?v=3jDoPobFgwA&t=19s



https://www.ai-gakkai.or.jp/en/resource/aimap/


